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This study aims to detect margarine adulteration in butter using a rapid, low-cost, and non-destructive 

method. Volatile compound profiles of butter–margarine mixtures prepared at different ratios (0%, 

25%, 50%, 75%, and 100%) were acquired using a BME688 gas sensor array. The raw gas-resistance 

data were preprocessed using a comprehensive pipeline, including removal of missing data, noise 

reduction, time-axis alignment, spline interpolation, isolation of environmental effects, and standard 

scaling. Using the processed data, regression models were trained to continuously predict the butter 

proportion in the mixture, and classification models were trained to assign samples to predefined 

classes. In the regression analyses, gradient boosting regression (GBR) achieved the best 

performance, while in the classification analyses, the multilayer perceptron (MLP) achieved the best 

performance. Among the tested heater profiles, the HP-411 profile provided higher accuracy in 

distinguishing butter–margarine mixtures than the other profiles. Overall, the results show that 

integrating the BME688 gas sensor with machine-learning algorithms enables high-accuracy 

detection of margarine adulteration in butter. The proposed method offers a practical, rapid, and field-

deployable alternative to classical analytical techniques, contributing to improved food safety and 

quality control. 
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Margarin ile Yapılan Tereyağı Tağşişinin Gaz Sensörleri ve Makine Öğrenmesi 

ile Tespiti 
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Bu çalışmada, tereyağında margarin ile yapılan tağşişin hızlı, düşük maliyetli ve tahribatsız bir 

yöntemle tespit edilmesi amaçlanmıştır. Bu kapsamda, farklı oranlarda (%0, %25, %50, %75 ve 

%100) hazırlanan tereyağı-margarin karışımlarının uçucu bileşik profilleri, BME688 gaz sensör 

matrisi kullanılarak elde edilmiştir. Sensörlerden toplanan ham gaz direnç verileri; eksik veri giderme, 

gürültü azaltma, zaman ekseni hizalama, spline interpolasyonu, çevresel etki izolasyonu ve standart 

ölçeklendirme adımlarını içeren kapsamlı bir veri önişleme sürecinden geçirilmiştir. Elde edilen 

veriler kullanılarak hem karşımdaki tereyağı oranının sürekli olarak tahmin edilmesi amacıyla 

regresyon modelleri hem de örneklerin belirli sınıflara ayrılması amacıyla sınıflandırma modelleri 

eğitilmiştir. Regresyon analizlerinde gradyan artıcı regresyon (GBR), sınıflandırma analizlerinde ise 

çok katmanlı algılayıcı (MLP) modeli en yüksek başarıyı göstermiştir. Özellikle HP-411 kodlu ısıtıcı 

profili ile elde edilen sensör verilerinin, tereyağı-margarin karışımlarının ayrıştırılmasında diğer 

profillere kıyasla daha yüksek doğruluk sağladığı belirlenmiştir. Sonuçlar, BME688 gaz sensörü ile 

makine öğrenmesi algoritmalarının entegrasyonunun, tereyağında margarinle yapılan tağşişin yüksek 

doğrulukla tespit edilmesine olanak tanıdığını göstermektedir. Önerilen yöntem; klasik analitik 

tekniklere kıyasla daha pratik, hızlı ve saha uygulamalarına uygun bir alternatif sunarak gıda güvenliği 

ve kalite kontrol süreçlerine önemli katkı sağlamaktadır. 
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Giriş 

Tereyağı dünya genelinde yaygın olarak tüketilen ve 

besin değeri yüksek hayvansal bir süt ürünüdür. Yapısında 

yüksek oranda süt yağı bulundurmasının yanı sıra protein, 

A, D, E, ve K vitaminleri ile, kalsiyum ve fosfor gibi 

önemli mineraller içerir (Novais ve ark., 2024). Yağda 

çözünen bu vitaminler, insan vücudun sağlıklı işleyişi 

açısından kritik öneme sahip olup büyük ölçüde besinler 

aracılığıyla alınır (Andrès ve ark., 2024). Günlük 

tüketimde sindirimi kolay olan tereyağı, bu açıdan dengeli 

bir beslenme için önemli bir kaynak olarak 

değerlendirilmektedir. Tereyağı, hayvansal kaynaklı bir 

yağ olması sebebiyle yüksek kalite ve saflık beklentisi 

oluşturur. En pahalı yenilebilir yağlardan biridir (FAO, 

2024a).  

FAO’nun değerlendirmelerine göre 2024 yılında 

tereyağı tüketimi ve fiyatlarının belirgin şekilde artış 

gösterdiği raporlanmıştır (FAO, 2024b). Tereyağı 

fiyatlarının yüksek olması bu gıda ürününü sahteciliğe ve 

tağşişe açık hale getirmektedir. Tereyağında yapılan 

tağşişler genelde daha düşük maliyetli yağların karışıma 

eklenmesi, su oranı artırılarak ürünün seyreltilmesi veya 

fermente ürün adıyla taze krema ürünlerinin pazarlanması, 

olarak görülmektedir (Anagaw ve ark., 2024; Gemechu ve 

ark., 2021; Keskin, 2022; Lee ve ark., 2018). Bu tür 

uygulamalar ürünün besin değerini değiştirmekte; yanıltıcı 

etiketlemeler ise ekonomik kayıpların yanı sıra sağlık ve 

etik sorunlara da yol açabilmektedir. Özellikle domuz yağı 

gibi bazı yağların karışım ihtimali, tüketiciler açısından 

dini hassasiyetleri de gündeme getirmektedir. Su oranı 

artırılarak yapılan tağşişte elde edilen ürünün tat 

yoğunluğu azalırken bakterilerin de çoğalması kolaylaşır 

ve ürünün raf ömrü kısalır. Fermente ürün adıyla taze 

krema ürünlerinin pazarlanması da alenen yanlış beyan ve 

hiledir. Bu yönleriyle tereyağı tağşişi, tüketiciyi çok 

boyutlu olarak mağdur eden ciddi bir gıda güvenliği 

problemidir (Che Man ve ark., 2005). 

Günümüzde tereyağında yaygın olarak karşılaşılan 

tağşiş türlerinden biri, margarin ile yapılan karışımlardır. 

Margarin genellikle bitkisel yağlardan üretilen su-yağ 

tipinde bir emülsiyon ürünüdür (Bao & Pignitter, 2023). 

Tereyağına kıyasla oldukça düşük maliyetli olması, 

margarini tağşiş amacıyla cazip hale getirmektedir. 

Fiziksel olarak tereyağına benzerlik göstermesine karşın, 

iki ürünün yağ asidi profilleri belirgin şekilde farklıdır.  

Margarinde, kullanılan yağ çeşitlerine göre değişiklik 

gösterse de genel olarak uzun zincirli yağ asitleriyle 

karşılaşılır. İçeriğinde yoğun olarak linoleik asit ve 

linolenik asit bulunur. Tereyağına kıyasla çoklu doymamış 

yağ asitlerinin (PUFA) düzeyi belirgin şekilde yüksektir. 

Tereyağı ise doymuş yağ asitlerince (SFA) zengindir. 

Tereyağının yağ asidi profilinde ayırt edici olarak kısa 

zincirli yağ asidi (özellikle bütirik asit) ve orta zincirli yağ 

asitleri önemli ölçüde bulunur. Özellikle bitkisel yağ 

kaynaklı margarinde oksidatif süreçlerle ilişkili aldehitler 

daha belirgin hale gelebilirken, tereyağında kısa zincirli 

yağ asitleri (özellikle bütirik asit) ve bazı karakteristik 

aroma bileşenleri (diasetil, asetoin, δ-dekalakton) daha 

fazla öne çıkabilmektedir. Bu farklılıklar, tereyağı ve 

margarin kaynaklı uçucu profillerin analitik olarak 

ayrışmasında etkilidir (Ansorena ve ark., 2023; Demirkol 

ve ark., 2016; Fruehwirth ve ark., 2021). 

Tereyağında margarinle yapılan tağşişin tespiti hem 

tüketici sağlığının korunması hem de etkin denetim 

mekanizmalarının oluşturulması açısından literatürde 

yoğun ilgi gören bir araştırma alanıdır. Tereyağındaki gıda 

sahteciliğinin pek çok yöntemle tespiti yapılmıştır. 

Tereyağı tağşişi klasik olarak yaygın bir şekilde yağ 

sabitleri (ör. Reichert–Meissl, iyot sayısı, sabunlaşma 

sayısı vb.) yardımıyla saptanabilmektedir (FSSAI, 2016; 

Tahmas Kahyaoğlu & Çakmakçı, 2016; Çakmakçı ve ark., 

2020). Sonrasında Raman spektroskopisi; PLS/PLSR gibi 

kemometrik yaklaşımlar ve yapay sinir ağları (YSA) ile 

tereyağı-margarin karışımlarının sınıflandırılması ve nicel 

tahminleri gibi yöntemler tercih edilmiştir (Uysal ve ark., 

2013). Ayrıca literatürde tereyağı tağşişi FTIR, MIR-ATR, 

gaz kromatografisi, DCS gibi tekniklerle de tespit 

edilmiştir (Akram ve ark., 2023; Koca ve ark., 2010; 

Dıraman, 2006). Bu çalışmaların yanı sıra tereyağı-

margarin tağşişi özelinde olmasa da MOS sensör dizili 

elektronik burun teknolojileri yağ karışımlarında desen 

tanıma yaklaşımları (PCA/LDA/ANN vb.) ile 

kullanılabildiği incelenmektedir (Sánchez ve ark., 2025; 

Sanislav ve ark., 2025). Bu yöntemler yüksek doğruluk 

sunsa da çoğu zaman pahalı ekipman, kimyasal sarf 

malzemeleri, uzman personel ve laboratuvar altyapısı 

gerektirmektedir. Bu durum daha pratik, hızlı ve düşük 

maliyetli alternatif yöntemlere olan ihtiyacı ortaya 

koymaktadır. 

Son yıllarda bu ihtiyaca yanıt olarak sensör tabanlı 

yaklaşımlar ön plana çıkmaktadır. Özellikle elektronik 

burun sistemleri, uçucu bileşiklerin desen tanıma 

yöntemleri ile analiz edilmesine olanak sağlayarak gıda 

sahteciliği tespitinde umut vadeden çözümler sunmaktadır 

(Parlak ve ark., 2025; Sanislav ve ark., 2025). BME688, 

Bosh Sensortech tarafından geliştirilmiş ve 2021 yılında 

piyasaya sürülmüş olup, VOC/VSC gibi gazlara duyarlı ve 

sıcaklık, nem, basınç gibi çevresel parametreleri ölçebilen 

bir sensördür (Bosh Sensortec GmbH, 2024). Literatürde 

makine öğrenmesi ile birlikte bal (Milli ve ark., 2025) 

zeytinyağı (Parlak ve ark., 2025) gibi ürünlerde yapılan 

gıda sahteciliğinin tespitinde kullanılmış olup yüksek 

doğruluk oranına sahip olduğu gözlemlenmiştir. Bu 

çalışmalarda olumlu sonuçlar elde edilmesi sensörün diğer 

gıdaların sahteciliği tespitinde kullanılması adına umut 

vaat etmektedir. 

Bu çalışmada, farklı oranlarda hazırlanan tereyağı-

margarin karışımlarının BME688 gaz sensörü kullanılarak 

tespit edilmesi amaçlanmıştır. Karışımlardan elde edilen 

koku profili verileri ile eğitilen makine öğrenmesi 

modellerinin, yağ karışımlarını yüksek doğrulukla 

ayrıştırabildiği gösterilmiştir. Çalışma; yüksek maliyetli, 

zaman alıcı ve uzmanlık gerektiren klasik analiz 

yöntemlerine alternatif olarak, sahada hızlı tarama 

yapılmasına olanak sağlayan, pratik ve uygulanabilir bir 

çözüm sunmayı hedeflemektedir. 

 

Materyal ve Yöntem 

 

Bu bölümde, çalışmada izlenen deneysel yaklaşım, 

kullanılan materyaller ve uygulanan veri analiz yöntemleri 

genel hatlarıyla sunulmaktadır. Öncelikle tereyağı-

margarin karışımlarının hazırlanması ve gaz sensörleri ile 
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ölçüm alınmasına yönelik deneysel düzenek açıklanmakta, 

ardından sensörlerden elde edilen verilerin önişlemesi ve 

makine öğrenmesi algoritmaları ile analiz edilme süreci ele 

alınmaktadır. 

 

Deney Kurulumu 

Yapılan çalışmada Sütaş Süt Ürünleri A.Ş.’nin tereyağı 

ve Ülker Bisküvi Sanayi A.Ş.’nin Bizim markalı margarini 

temin edilmiştir. Yağlar soğuk zinciri kırılmadan, 

çalışmanın yapıldığı laboratuvara (BAİBÜ, BETUM, 

Analiz Hazırlık Laboratuvarı) getirilmiş, burada tereğağı 

ve margarin belirlenen karışım oranlarında, 1000 mL’lik 

erlenmayerlerin (Glassco) içine hassas terazi (OHAUS, 

EX10202) yardımıyla tartılarak konulmuştur. Kütlesel 

olarak %100, %75, %50, %25, %0 oranlarında tereyağı 

içeren, toplamda 200’er gram olacak şekilde 5 farklı örnek 

hazırlanmıştır. 

Yağların birbirleri içinde homojen bir şekilde 

dağılmasını sağlamak amacıyla yağ karışımları blok 

ısıtıcılarda (Dijital Seramik Yüzey Isıtıcı Tabla, Velp Rec) 

50 °C’de steril bir balık yardımıyla yaklaşık 10 dk boyunca 

300 rpm’de karıştırılmıştır. Her karışım numunesi için aynı 

protokol uygulanmıştır.  

Sensörler ölçüm sırasında sabit durabilmeleri amacıyla 

kauçuk tıkaçlardan geçirilmiştir. Ölçümlere başlanmadan 

önce sensörlerin kalibrasyonu oda koşullarında yarım saat 

çalıştırılarak yapılmıştır. Sensörün ölçüm alacağı 

erlenmayerdeki örnek, analiz boyunca ısıtıcı blok üzerinde 

50 °C’de ve 300 rpm’de karıştırılmaya devam edilmiştir. 

Sensör matrislerinden biri numune içermeyen kaptan 

(kontrol ortamı) diğeri içinde numune bulunan kaptan 

yarım saat boyunca ölçüm almıştır (Şekil 1). Her numune 

ölçümünden sonra sensörler membranında önceki örnekten 

kalan VOC’lerin uzaklaştırılmasını sağlamak amacıyla 

yarımşar saat ölçüm kapları dışında çalıştırılmıştır. Bu 

işlemler: 1. Sensör matrisi A için kontrol ortamından ve 

sensör matrisi B için numune kabından ölçüm almak, 2. 

matris A ve matris B için oda koşullarında ölçüm yaparak 

veri toplamak, olacak şekilde her numune için 

tekrarlanmıştır.  

 

BME688 Sensoru 

Çalışmada kullanılan BME688, entegre yüksek 

doğrusallık ve yüksek doğruluklu basınç, nem ve sıcaklık 

sensorlarına sahip ilk gaz sensorudur. Bu sensor uçucu 

organik bileşikler, uçucu kükürt bileşikleri, karbon 

monoksit ve hidrojen gibi diğer gazları milyarda bir (ppb) 

aralığında tespit edebilmektedir (Bosch, 2024). BME688 

sensorlarının ortamdaki gaz kompozisyonunun parmak 

izini hassas bir şekilde çıkarabilmesi, farklı gaz karışımları 

salgılayan kaynakların bu sensorlar aracılığı ile tespit 

edilebilmesini mümkün kılmaktadır. 

Bu sensorlar, Şekil 2’de gösterilen bir geliştirme kiti 

kartı (Bosch, 2025) üzerine entegre edilmiş şekilde 

kullanılabilmektedir. Şekil 2’de gösterildiği üzere bir 

geliştirme kartında 8 adet BME688 sensoru çiftler halinde 

bulunmaktadır. Bu sensor matrisi, BMA AI-Studio isimli 

bir uygulama ile kullanım amacına uygun şekilde 

yapılandırılabilmektedir. 

Sensor matrisinin yapılandırılması matrisin güç 

tüketim planı ayarları ve sensor ısıtıcı profili ayarlarını 

kapsamaktadır (Molnár & Géczy, 2024). Genel güç 

tüketim ayarları ile sensörlerin ne kadar süre uykuda kalıp 

ne kadar süre ölçüm yapacakları belirlenebilmektedir. Bu 

çalışma bir laboratuvar ortamında gerçekleştirildiğinden 

matrisler, en yüksek güç tüketimi planı olan RDC-1-0 

Continuous ile yapılandırılmıştır. Bu plan, gaz 

karışımlarından en yüksek doğruluk ve hassasiyette bilgi 

toplamayı mümkün kılmaktadır. 

 

 
Şekil 1. Laboratuvar ortamı: Tereyağı-margarin 

karışımları, veri toplama düzeneği. 

Figure 1. Laboratory setting: Butter-margarine mixtures, 

data collection setup. 

 

 

 
Şekil 2. BME688 geliştirme kiti kartı ve çalışmada 

kullanılan sensor-ısıtıcı profilleri konfigürasyonu. 

Figure 2. BME688 development kit board and 

configuration of sensor-heater profiles used in the study. 

 

Güç tüketimi profilinin yanında bir diğer önemli 

yapılandırma da sensorların ısıtıcı profillerinin (heater 

profile - HP) belirlenmesidir. Çalışmada kullanılan 

sensorlar farklı ısıtıcı profillerine göre ortamdaki gaz 

karışımının farklı nitelikleri ölçebilmektedir. Şekil 2’de 

gösterildiği üzere sensor çiftlerine sırasıyla HP-301, HP-

354, HP-501 ve HP-411 kodlu ısıtıcı profilleri 

yüklenmiştir. Her ısıtıcı profili farklı zaman aralıklarında 

sensorları farklı sıcaklıklara getirmekte ve ortamdaki gaz 

karışımının bu sıcaklıktaki direnç değerini ölçmektedir. 

Örneğin HP-301 profilinin ölçüm planı: 0.28s 100°C, 6.02s 

100°C, 6.3s 200°C, 8.26s 200°C, 10.22s 200°C, 12.18s 

200°C, 12.46s 320°C, 14.42s 320°C, 16.38s 320°C, 18.34s 

320°C şeklinde 10 farklı zaman – sıcaklık ikilisi olarak 

listelenebilir. Bu çalışmada her sensor çiftine farklı ısıtıcı 

profilleri yüklenmiş ve ısıtıcı profillerinin deney başarısına 

olan etkisi incelenmiştir.  

Çalışmada kullanılan sensor matrisleri güç verildiği 

anda çalışmaya başlamakta ve yapılandırıldıkları ısıtıcı 

profillerinde belirtilen zamanlarda yaptıkları ölçümleri 

üzerlerinde bulunan SD kartlara kaydetmektedir. Bu 

çalışmada yağ karışımları ve kontrol ortamı ölçümü için 2 

adet sensor matrisi kullanılmış ve ölçümler bittikten sonra 

SD kartlarında depoladıkları veriler alınarak işlenmek 

üzere bilgisayar ortamına aktarılmıştır. 
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Veri Önişleme 

Çalışmada kullanılan sensör matrisleri ölçtükleri 

verileri SD kartlara “.bmerawdata” uzantılı dosyalar 

halinde kaydetmektedir. Bu dosyalarda matrislerin 

yaptıkları ölçümler JSON formatında saklanmaktadır. 

Sensörlerin ürettikleri ham verilerin makine öğrenmesi 

modellerinde kullanılabilinmesi için veriler biz dizi 

önişleme adımından geçirilmiştir. Veri önişleme sürecinin 

genel bakışı Şekil 3’te gösterilmiştir.  

Veri işlemenin ilk aşamasında ham “.bmerawdata” 

dosyaları JSON okuyucular ile Python ortamında okunmuş 

ve işleme kolaylığı sağlaması için Pandas Dataframe 

nesneleri halinde Pickle formatlı dosyalara kaydedilmiştir.  

İkinci aşamada format dönüşümü yapılan dosyalardaki 

kayıp veriler tespit edilmiştir. Kullanılan sensör sistemleri ne 

kadar yetkin olursa olsun uygulama esnasında veri kayıpları 

yaşanabilmektedir. Bu çalışmada yaşanan veri kaybının 

toplam veriye oranı %0,1’in altındadır. Kayba uğramış veriler 

bir önceki ve bir sonraki ölçümün aritmetik ortalaması 

alınarak telafi edilmiştir. Kayıpları giderilen veri 

koleksiyonları tekrar Pickle formatlı dosyalara kaydedilmiştir. 

Üçünü aşamada verilerdeki gürültüler temizlenmiştir. 

İşlenen veriler zamana göre değişen direnç değerleri 

olduğundan bu verilere, sinyal işleme alanında gürültü 

temizleme için sıkça kullanılan alçak geçiren filtreler 

uygulanarak yüksek frekanslı bileşenler veriden çıkarılmış 

böylelikle daha gürültüsüz ve pürüzsüz değişim gösteren 

direnç verileri elde edilmiştir. Şekil 4’te gürültü temizliği 

yapılmış sensör verisi örneği gösterilmiştir. 

Dördüncü aşamada verilerin zaman ekseninde 

hizalaması gerçekleştirilmiştir. Sensörler her bir ölçüm 

döngüsünde 10 farklı zamanda 10 farklı sıcaklıkta direnç 

değerleri ölçmektedir. Bu 10 direnç değeri aslında tek bir 

ölçüm devrine aittir. Bu ölçümleri zaman ekseninde 

hizalayabilmek ve ayrık ölçümleri sürekli hale 

getirebilmek için verilere tek değişkenli spline 

interpolasyonu uygulanmıştır. Bu uygulamanın sonucunda 

her bir sensörün zamana göre değişen direnç verileri için 

10’ar adet interpolasyon fonksiyonu elde edilmiştir. Bir 

sensör matrisinde 8 adet sensör bulunduğundan, her sensör 

10 ısıtıcı adımında çalıştığından ve deneyde 2 adet sensör 

matrisi kullanıldığından toplamda 2 × 8 × 10 = 160 adet 

interpolasyon fonksiyonu elde edilmiştir. 

Beşinci adımda yağ örneklerinin net direnç etkileri 

hesaplanmıştır. Deneylerde kullanılan sensör 

matrislerinden ilki boş kaplarda ölçüm yapmıştır. Diğer 

matris ise yağ karışımlarının bulunduğu kaplarda ölçüm 

yapmıştır. Hem yağ kaplarında hem de boş kaplarda 

bulunan ortam değişkenlerinin sensör ölçümlerindeki 

etkisini sıfırlamak için boş kap sensör ölçüm değerlerinden 

yağ kabı ölçüm değerleri çıkartılmıştır. Yağ kabından elde 

edilen ölçümler ortam değişkenleri + yağın etkisi olarak 

düşünüldüğünde bu değerlerden ortam değişkenlerini 

çıkarmak yağın etkisini izole etmektedir. 

Altıncı ve son aşamada elde edilen net yağ ölçümü 

verilerine standart ölçeklendirme uygulanmıştır. Makine 

öğrenmesi algoritmalarının eldeki veri ile eğitilmesi 

öncesinde verileri ölçeklendirme modelin eğitim sürecini 

iyileştirmesi açısından bu alandaki çalışmalarda sıklıkla 

tercih edilen bir yöntemdir. Bu çalışmada ölçeklendirme 

için standart ölçeklendirme yöntemi tercih edilmiştir. 

Ölçeklendirme işleminin tamamlaması ile veri ön işleme 

adımı tamamlanmıştır. 

 
Şekil 3. Sensörlerden elde edilen ham verilerin 

makine öğrenmesi algoritmalarında kullanılmasına kadar 

gerçekleştirilen veri işleme süreci. 

Figure 3. The data processing process, from the raw data 

obtained from sensors to its use in machine learning 

algorithms. 

 

 
Şekil 4. Yağ karışımı ölçümü yapan sensor matrisinin 7. 

sensorunun verileri. Tereyağı oranları T ile gösterilmiştir. 

Isıtıcı adımlarından elde edilen veriler I.A. ile 

belirtilmiştir. Şekil (Parlak ve ark., 2025)’den 

uyarlanmıştır. 

Figure 4. Data from sensor 7 of the sensor matrix measuring 

the fat mixture. Butter percentages are denoted by T. Data 

obtained from heating steps are indicated by I.A. The figure 

is adapted from (Parlak et al., 2025). 

 

Model Eğitimi 

Bu çalışmada iki farklı hedefi gerçekleştirmek için 

regresyon ve sınıflandırma modelleri eğitilmiştir. 

Regresyon modelleri ile yağ karışımın içindeki tereyağı 

oranı kütlesi %0 - %100 aralığında sürekli bir değişken 

olarak modellenmeye çalışılmıştır. Sınıflandırma 

algoritmaları ile ise tereyağı oranları %100, %75, %50, 

%25, %0 olacak şekilde 5 ayrık sınıftan birinde olacak 

şekilde tahmin edilmeye çalışılmıştır. 

Regresyon 

Regresyon modelleri için veri setinin hedef değerleri 

sensör okumalarına karşılık gelen ve karışımdaki tereyağı 

kütlesinin yüzdesini ifade eden 0, 25, 50, 75, 100 olarak tayin 

edilmiştir. Veri seti %80 - %20 oranlarında eğitim ve test seti 

olarak parçalanmış, modeller eğitim seti kullanılarak 

eğitilmiş, model başarıları test seti ile ölçülmüştür.  

Çalışmada test edilen regresyon modelleri: lineer 

regresör (LR), gradyan artırıcı regresör (GBR), elastik net 

regresör (EN), stokastik gradyan iniş regresyonu (SGDR), 

epsilon destek vektör regresyonu (SVR) ve Bayes sırt 

regresyonu (BR) olarak listelenmektedir. Regresyon 

modellerinin başarılarının hesaplanmasında ortalama 

mutlak hata (MAE) (Hodson, 2022) ve R2 (Gao, 2024) 

metrikleri kullanılmıştır. Çalışmada kullanılan regresyon 

modellerinin başarı skorları Tablo 1 ve Tablo 2’de 

gösterilmektedir. 

Sınıflandırma 

Sınıflandırma algoritmaları ile yağ karışımları yine 

regresyon modellerinde izlenen yöntem doğrultusunda 0, 

25, 50, 75, 100 etiketli sınıflara ayrıştırılmıştır. Çalışmada 

karar ağacı sınıflandırıcısı (DT), gauss naive Bayes 
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sınıflandırıcısı (GNB), ağaç torbalama sınıflandırıcısı 

(BT), destek vektör makinesi (SVM), xgboost (XGB), 

lojistik regresyon (Log. R), yapay sinir ağı (MLP) ve 

oylama sınıflandırıcısı (VC) modelleri eğitilmiş ve 

başarıları karşılaştırılmıştır. VC sistemi, GNB, BT ve MLP 

modellerinin bir araya getirilmesi ile oluşturulmuştur.  

Modellerin eğitimi ve başarı hesaplamaları için 5’li 

çapraz doğrulama (Seraj ve ark., 2023) yöntemi 

uygulanmıştır. Bu yöntem ile her bir çapraz doğrulamada 

veri seti farklı bölgelerden %80 - %20 oranlarında eğitim 

ve test seti olarak ayrıştırılmakta, her bir eğitimin sonunda 

modellerin başarısı test seti ile belirlenmekte ve 5 seans 

sonunda test seti başarılarının ortalaması alınmaktadır. 

Başarı hesaplamasında modellerin test setleri üzerindeki 

doğru tahmin yüzdeleri kullanılmıştır. Sınıflandırma 

modellerinin başarı skorları Tablo 3’te verilmiştir.  

 

Sonuçlar 

 

Çalışmada değerlendirilen regresyon modellerinin 

farklı ısıtıcı profillerine (HP) göre olan başarı metrikleri 

göz önünde bulundurulduğunda HP-411 kodlu ısıtıcı 

profilinin diğer ısıtıcı profillerine göre daha başarılı 

sonuçlar üreten sensör verileri ürettiği gözlemlenmektedir. 

Tablo 1 ve Tablo 2’deki veriler bir arada incelendiğinde 

tereyağı – margarin karışımlarındaki tereyağı 

konsantrasyonunun tahmini için GBR modelinin HP-411 

verisi üzerinde yüksek başarı gösterdiği gözlemlenmiştir. 

Tablo 3’teki veriler incelendiğinde, SVM ve MLP 

modellerinin HP-411 kodlu ısıtıcı profili verileri ile 

eğitildiklerinde tereyağı – margarin karışımlarını 

mükemmel şekilde sınıflandırabildiği görülmektedir. 

Ayrıca bir yapay sinir ağı olan MLP modelinin, diğer ısıtıcı 

profilleri de göz önünde bulundurulduğunda SVM 

modelinden daha başarılı sonuçlar ortaya çıkarabildiği 

gözlenmektedir. 

Regresyon ve sınıflandırma modellerinin başarı 

skorları bir arada incelendiğinde margarin – tereyağı 

karışımlarının tespiti için bu çalışmada test edilen en 

başarılı ısıtıcı profili HP-411 olarak öne çıkmaktadır. 

Regresyon algoritması için GBR, sınıflandırma algoritması 

için MLP seçildiği taktirde margarin – tereyağı karışımları 

mükemmel doğrulukta sınıflandırılabilmekte ve 

mükemmele yakın oranda karışımdaki margarin 

konsantrasyonu belirlenebilmektedir. 

 

Tartışma 

 

Bu çalışma, BME688 sensörlerinden elde edilen gaz 

direnç verileriyle eğitilen makine öğrenmesi 

algoritmalarının, tereyağı–margarin karışımlarındaki yağ 

oranlarını mükemmele yakın doğrulukla tespit edebildiğini 

göstermektedir. Önerilen yaklaşım, tereyağında margarinle 

gerçekleştirilen tağşişin tespitinde uzman personel 

bağımlılığını azaltmakta ve düşük maliyetli bir sensör 

aracılığıyla tahribatsız, hızlı ve yüksek hassasiyetli analiz 

imkânı sunmaktadır. 

Deneylerin tek bir kaynaktan elde edilen tereyağı ve 

margarin örnekleri ile kontrollü koşullar altında 

gerçekleştirilmiş olması, bulguların genellenebilirliğini 

sınırlayabilir. Bu nedenle ileride yapılacak çalışmaların, 

farklı kaynaklardan temin edilen örneklerle ve çeşitli 

çevresel koşullar altında yürütülmesi gerekmektedir. 

Anlık sonuçların ötesinde elde edilen bulgular, 

tereyağında margarin ile yapılan tağşişin tespitinde gaz 

sensörlerinin yapay zekâ ile kullanımının dönüştürücü 

potansiyelini ortaya koymaktadır. Çalışmada elde edilen 

yüksek doğruluk oranları, veri odaklı yaklaşımların bu 

alanda kullanılan klasik yöntemlerle rekabet edebileceğini 

göstermektedir. Sensör verisine dayalı yapay zekâ 

yaklaşımları, sarf malzeme ihtiyacını azaltarak hızlı ve 

yüksek hassasiyetli ölçümler yapılmasına olanak tanımakta 

ve kalite kontrol süreçlerine güçlü katkılar sunmaktadır. 

Böylece tüketici sağlığını tehdit eden unsurlar daha verimli 

şekilde tespit edilebilirken hem tüketicinin hem de dürüst 

üreticinin ekonomik açıdan zarar görmesinin önüne 

geçilebilmektedir. 

 

Tablo 1. Regresyon modelleri için farklı ısıtıcı profillerine (HP) göre ortalama mutlak hata (MAE) değerleri. 

Table 1. Mean absolute error (MAE) values for regression models according to different heater profiles (HP).  
LR GBR EN SGDR SVR BR 

HP-301 3,959 0,3 7,254 4,828 10,221 3,953 

HP-354 3,662 0,559 9,405 4,063 13,678 3,637 

HP-501 0,834 0,23 7,128 1,605 9,607 0,833 

HP-411 1,52 0,006 6,883 1,939 7,854 1,52 
 

Tablo 2. Regresyon modelleri için farklı ısıtıcı profillerine (HP) göre R2 skorları. 

Table 2. R2 scores for regression models according to different heater profiles (HP).  
LR GBR EN SGDR SVR BR 

HP-301 0,986 0,999 0,936 0,977 0,901 0,986 

HP-354 0,986 0,999 0,896 0,983 0,802 0,987 

HP-501 0,999 0,999 0,942 0,997 0,898 0,999 

HP-411 0,997 1 0,946 0,996 0,915 0,997 
 

Tablo 3. Sınıflandırma modellerinin farklı ısıtıcı profillerine (HP) göre 5’li çapraz doğrulama doğruluk oranları. 

Table 3. 5-fold cross-validation accuracy rates of classification models according to different heater profiles (HP). 
 DT GNB BT SVM XGB Log. R MLP VC 

HP-301 0,892 0,834 0,896 0,96 0,87 0,914 0,974 0,922 

HP-354 0,802 0,75 0,818 0,964 0,85 0,896 0,97 0,878 

HP-501 0,88 0,882 0,88 0,994 0,846 0,922 1 0,926 

HP-411 0,92 0,96 0,94 1 0,91 0,996 1 0,966 
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Pratik açıdan ele alındığında, bu çalışmada sunulan 

yaklaşım; peynir, yoğurt, kaymak gibi diğer süt 

ürünlerinde yapılan çeşitli tağşişlerin tespiti için de 

uyarlanabilir. 

Genel olarak bu çalışma, gıda güvenliğinde dijital 

dönüşüme yönelik temel bir adım niteliğindedir. BME688 

sensör teknolojisinin yapay zekâ ile entegrasyonu; hızlı, 

uygun maliyetli ve sürdürülebilir gıda kalite kontrolü için 

yeni bir yol sunmakta olup hem gıda güvenliğinin 

sağlanması hem de modern tedarik zincirlerinde tüketici 

güveninin artırılması açısından önemli bir ilerlemeye işaret 

etmektedir. 
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